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Introducción 

Introducción 

Todo el mundo está hablando de ello. La Inteligencia Artificial (IA) es una 

innovación tecnológica con el potencial de tener profundas repercusiones en 

todos los aspectos de la vida diaria. 

ChatGPT, Bard y otros modelos grandes de lenguaje (LLM, por sus siglas en 

inglés) son un campo de la IA que ha surgido como un desarrollo significativo 

en el campo del procesamiento del lenguaje natural. Tienen el potencial de 

revolucionar las interacciones entre humanos y computadoras y abrir nuevas 

posibilidades para la comunicación, la resolución de problemas y el 

procesamiento y la recuperación de información. 

Los LLM están diseñados para entablar interacciones con las personas 

usuarias, generando respuestas similares a las humanas. Pueden responder 

preguntas, brindar explicaciones, ofrecer sugerencias, completar 

indicaciones, seguir instrucciones y mantener el contexto de una 

conversación. Al aprovechar grandes cantidades de datos textuales 

preexistentes, los LLM adquieren una capacidad impresionante para generar 

respuestas coherentes y contextualmente relevantes. 

Los LLM son sistemas de inteligencia artificial diseñados para comprender y 

generar texto similar al humano en función de los patrones y ejemplos que 

han aprendido de grandes cantidades de datos de entrenamiento (lo que se 

conoce como datos o corpus de entrenamiento). Sus capacidades son el 

resultado de dicho proceso 

Los LLM han sido expuestos a una amplia gama de textos de Internet, 

incluidos libros, artículos y sitios web, para desarrollar una comprensión 

amplia del lenguaje y el conocimiento humano. Es importante tener en cuenta 

que la lista de estos recursos es un secreto guardado por sus respectivos 

desarrolladores, aunque podemos intuir datos de acceso público, como la 

Wikipedia en sus distintas versiones, y otras bases de datos y recursos. Al 

momento de escribir este documento, ningún LLM tenía acceso a información 
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en línea en tiempo real y sus datos de capacitación estaban actualizados solo 

hasta finales de 2021. 

La interacción que tenemos con los LLM y otras aplicaciones de IA tiene lugar 

a partir de las instrucciones que le damos, y que reciben el nombre de prompt. 

El propósito principal de este trabajo es aprender a escribir prompts de manera 

eficaz, de forma que obtengamos las respuestas (también llamadas salidas) 

que buscamos. 

Este documento sirve como una guía básica para comprender y utilizar los 

diversos patrones empleados por los LLM, que se pueden usar en nuestras 

indicaciones, con énfasis en usos educativos (tanto para maestros como para 

estudiantes). Ya sea que se trate de estudiantes, docentes, personas que 

realizan investigación o simplemente tengan curiosidad por la IA, este trabajo 

brindará información valiosa sobre cómo aprovechar el poder de esta 

tecnología. 

El presente documento tiene dos formas de búsqueda de contenidos: 

1) Por acción 

2) Por tipo de patrones de prompt 

En el primer caso, se brinda un índice que permite identificar algunas 

posibilidades al alcance de los LLMs y cómo llevarlo a cabo. En el segundo, 

se posibilita una búsqueda por los distintos tipos de patrones de prompts que 

han sido propuestos en las distintas fuentes de consulta que hemos empleado 

para esta compilación, mismas que se indican claramente en el encabezado de 

cada sección. 

Es importante mencionar que todos los ejemplos giran alrededor de mi campo 

de especialidad, que es la Comunicación como disciplina social. Sin embargo, 

con esta base, es posible modificarlos para que respondan a las necesidades 

de otras áreas del conocimiento. 

Tales ejemplos tienen una intención meramente ilustrativa y de ninguna 

manera son exhaustivos. Antes bien, se trata de una invitación a seguir 



3 
 

Introducción 

explorando y trabajando alrededor de la generación y diseño de prompts que 

pueden ser de utilidad en los espacios educativos. 

Es momento de descubrir cómo ChatGPT puede ayudar a obtener 

información, participar en conversaciones, generar ideas y completar tareas. 

Se trata de descubrir sus fortalezas, limitaciones y precauciones para 

aprovechar al máximo esta notable herramienta de IA.  

 

Limitaciones y precauciones 

Si bien los LLM son un modelo de lenguaje poderoso, existen limitaciones y 

precauciones importantes que se deben tener en cuenta al usar sus respuestas: 

 Falta de información en tiempo real: Los LLM no tienen acceso a 

datos en tiempo real y al momento de escribir este trabajo, su 

capacitación solo llegaba hasta finales de 2021. Por lo tanto, cualquier 

información proporcionada más allá de esa fecha puede estar 

desactualizada o ser inexacta. 

 Confianza en los datos de entrenamiento: Los LLM generan 

respuestas basadas en patrones y ejemplos que ha aprendido de sus 

datos de entrenamiento. Si bien se esfuerzan por proporcionar 

información útil y precisa, es posible que con cierta frecuencia 

produzcan respuestas incorrectas o sesgadas, especialmente si los 

datos de entrenamiento contienen sesgos o vacíos. 

 Incapacidad para verificar las fuentes: Los LLM no tienen acceso 

directo a fuentes externas ni la capacidad de verificar de forma 

independiente la precisión de la información que proporcionan. Es 

recomendable cotejar siempre la información crítica o sensible, con 

fuentes confiables. 

 Sensibilidad a la redacción de entrada: Los LLM pueden ser sensibles 

a la forma en que se redactan las preguntas. Ligeras variaciones en la 

redacción o estructura de una pregunta pueden generar diferentes 
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respuestas. Se recomienda ser claro y específico al hacer preguntas 

para obtener la información deseada. 

 Singularidad: Cada respuesta generada por los LLM ocurre de forma 

relativamente única, en cada iteración. El mismo prompt solicitado en 

momentos distintos, puede producir salidas diferentes. Si las 

respuestas obtenidas en un momento dado no corresponden con lo 

señalado en este documento, se sugiere pedir al LLM que vuelva a 

generar su respuesta. 

 Comprensión contextual limitada: Si bien los LLM intentan mantener 

el contexto de la conversación, su comprensión del entorno semántico 

tiene limitaciones. Ocasionalmente, puede perder el hilo de la 

conversación o malinterpretar ciertos matices, lo que lleva a respuestas 

que no están completamente alineadas con el significado previsto. 

 Potencial de contenido inapropiado u ofensivo: Los LLM aprenden de 

una amplia gama de textos de Internet, que pueden incluir lenguaje 

ofensivo, tendencioso o inapropiado. Sus codificadores han realizado 

esfuerzos para mitigar dicho contenido, pero aún puede haber 

instancias en las que genere respuestas que pueden considerarse 

ofensivas, tendenciosas u objetables. Se han implementado medidas 

de seguridad, pero la retroalimentación de las personas usuarias es 

crucial para identificar y reducir estos problemas. 

 Falta de comprensión emocional: Los LLM no poseen comprensión 

emocional ni empatía. No pueden comprender ni responder 

apropiadamente a los estados emocionales o de angustia. Si necesita 

apoyo o asistencia emocional, es importante buscar ayuda de 

profesionales calificados o servicios de línea de ayuda. 

 Los LLM carecen de conciencia o identidad propia: Aunque puedan 

generar respuestas que den la impresión de haber sido generadas por 

un ente inteligente, en realidad se trata de muy complejos procesos 

algorítmicos que dan lugar a esta simulación. 
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Para mitigar estas limitaciones y precauciones, es recomendable evaluar y 

verificar críticamente la información proporcionada por los LLM, consultar 

múltiples fuentes y ejercer su propio criterio. Además, proporcionar 

instrucciones claras y específicas puede ayudar a mejorar la precisión y 

relevancia de las respuestas de los LMM. 

Declaración de responsabilidad limitada 

Este documento se creó con la ayuda de ChatGPT, versión 3.5 y Bard, versión 

1.0.0. Se crearon varios prompts para explicar y ejemplificar los contenidos. 

Los patrones y acciones mostradas en este trabajo tienen únicamente fines 

informativos. Parte del contenido fue generado por un modelo de lenguaje de 

IA y, en cualquier caso, no debe considerarse como asesoramiento 

profesional, orientación legal o un sustituto de la consulta con personas 

expertas. 

Si bien se han realizado esfuerzos para buscar la precisión y confiabilidad de 

la información, no podemos garantizar su integridad o aplicabilidad a 

situaciones específicas. Es posible que los patrones no tengan en cuenta las 

variaciones regionales, las circunstancias individuales o las actualizaciones 

recientes en el campo. 

Las personas usuarias de este material son las únicas responsables de la 

interpretación y aplicación de los patrones de prompting. Renunciamos a 

cualquier responsabilidad por cualquier acción o decisión tomada en base a la 

información provista en este manual. 

Se recomienda consultar a los profesionales o expertos apropiados en los 

campos respectivos para obtener orientación específica adaptada a sus 

necesidades y requisitos. Los patrones presentados aquí deben usarse como 

punto de partida para la exploración y la investigación adicional. 

Al usar este trabajo, usted reconoce y acepta que los patrones se proporcionan 

"tal cual" sin garantías, expresas o implícitas, incluidas, entre otras, la 
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precisión, la confiabilidad o la idoneidad para cualquier propósito en 

particular. 

Nos reservamos el derecho de modificar, actualizar o eliminar el contenido de 

este documento sin previo aviso. No somos responsables de ninguna 

consecuencia que resulte del uso de información desactualizada o inexacta. 

Utilice este documento de manera responsable y ejerza un juicio crítico al 

aplicar los patrones a situaciones del mundo real. 

Habiendo dicho esto, ¡disfrute desbloqueando la utilidad y las posibilidades 

que ofrecen los LLM! 

 

 

Sobre el autor: 

Gabriel Pérez Salazar es profesor – investigador en la Facultad de Ciencias de 

la Comunicación, de la Universidad Autónoma de Coahuila, desde 2010. Su 

línea de trabajo ha estado centrada en la Comunicación, las innovaciones 

tecnológicas y la identidad. Ha sido profesor en la Universidad Nacional 

Autónoma de México (de donde es egresado del Doctorado en Ciencias 

Políticas y Sociales y de la Maestría en Comunicación) y en la Universidad 

Autónoma de la Ciudad de México. Tiene cerca de 20 años de experiencia 

como docente universitario y es autor de más de 60 trabajos académicos 

publicados a nivel nacional e internacional. Cuenta con el nivel II del Sistema 

Nacional de Investigadores (SNI), así como con el Perfil Deseable PRODEP. 

Entre sus principales trabajos es posible mencionar los abordajes que ha hecho 

a la brecha digital, la Sociedad de la Información, la ciudadanía digital, las 

redes sociodigitales, la religiosidad en línea, las masculinidades en los espacios 

virtuales y las implicaciones socio-comunicativas de la inteligencia artificial. 

ORCID: https://orcid.org/0000-0003-0083-4083 

  Blog académico: https://gabrielperezsalazar.wordpress.com/ 
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El patrón Pregunta-Respuesta es fundamental en los LLM y permite hacer preguntas y 

recibir respuestas relevantes. Los LLMs están diseñados para comprender una amplia gama 

de preguntas y proporcionar respuestas informativas basadas en sus datos de entrenamiento. 

Sin embargo, es importante recordar que los LLM no son bases de datos. Las respuestas 

proporcionadas son una salida estadística generada por patrones de palabras por proximidad. 

Esto significa que a veces el resultado puede no ser exacto. Las alucinaciones (salidas que 

no coinciden con los datos de entrenamiento y que presentan datos inexactos) siguen siendo 

bastante comunes. 

Ejemplos de este patrón: 

 

Pregunta-
respuesta 

Fuentes: OpenAI; Saravia 
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Los LLM pueden manejar diferentes tipos de preguntas, como: 

A. Preguntas basadas en hechos: estas preguntas buscan información fáctica y tienen 

respuestas definitivas. 

 

B. Preguntas subjetivas: estas preguntas involucran opiniones o preferencias personales y 

pueden tener respuestas variadas. 
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C. Preguntas de explicación: estas preguntas requieren una explicación o descripción 

detallada. 

Ejemplo: 
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Los LLM aprovechan sus datos de capacitación para comprender el contexto y la intención 

detrás de las preguntas, recuperar información relevante y generar respuestas apropiadas. Sin 

embargo, es importante tener en cuenta que, si bien estos dispositivos se esfuerzan por 

brindar respuestas precisas y útiles, puede haber casos en los que genere información 

incorrecta o incompleta. Siempre se debe verificar la información crítica de fuentes 

confiables. 

Aún con estas precauciones en mente, es posible considerar utilizar este patrón para el 

planteamiento de situaciones más complejas, como puede ser el estudio de casos, como en el 

siguiente ejemplo: 
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Declaración-respuesta 

 

 

 

 

 

 

 

 

 

 

Los LLM pueden responder a las declaraciones hechas por las personas usuarias y 

proporcionar respuestas o comentarios relevantes. El patrón Declaración-Respuesta permite 

un intercambio más conversacional e interactivo. 

Ejemplos: 

 

 

 

 

 

 

 

 

 

Declaración-
respuesta 

Fuentes: OpenAI; Saravia 
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En este ejemplo, el usuario hace una declaración sobre su experiencia y ChatGPT responde 

con una respuesta positiva y empática. El patrón Declaración-Respuesta permite que 

ChatGPT reconozca y responda a las declaraciones de los usuarios, fomentando una 

experiencia más atractiva y conversacional. 

El patrón Declaración-Respuesta se puede usar de varias maneras, incluido compartir 

experiencias personales, expresar emociones, proporcionar actualizaciones o discutir 

opiniones. Ayuda a crear un sentido de interacción y capacidad de respuesta en la 

conversación. 

Aquí hay algunos ejemplos más para ilustrar el patrón Declaración-Respuesta: 
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En estos ejemplos, el usuario comparte diferentes declaraciones y ChatGPT responde con 

respuestas relevantes y de apoyo, reconociendo sus experiencias o emociones. Como es 

posible apreciar, incluso pude dar respuestas ante expresiones de catarsis o desahogo 

emocional. 

Es muy importante recordar que los LLMs no tienen una auténtica capacidad de 

comprensión de nuestras emociones. Si sientes que estás teniendo dificultades para 

equilibrar tu estado de ánimo, te sugerimos que busques un apoyo profesional en cuanto 

te sea posible. 
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Los LLM pueden completar indicaciones u oraciones proporcionadas por las personas 

usuarias, según el contexto y la información en la que han sido entrenados. El patrón de 

completado de frases funciona proporcionando una instrucción u oración parcial, a partir de 

la cual el LLM genera una finalización o continuación en función del contexto dado. Permite 

a los usuarios recibir asistencia para terminar sus oraciones o indicaciones, aprovechando la 

capacidad del modelo de lenguaje para predecir y generar texto. 

Ejemplos: 

 

 

 

 

 

 

 

Completar 
frases 

Fuentes: OpenAI; Saravia 
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El patrón de completar frases permite a ChatGPT generar texto que sigue el contexto dado y 

proporciona una continuación coherente. Se puede utilizar en varios escenarios, como 

escritura creativa, lluvia de ideas, generación de sugerencias o finalización de pensamientos 

inacabados. Aprovecha el entrenamiento del modelo de lenguaje para predecir y generar texto 

que se alinea con el prompt que le ha sido proporcionado. 

Aquí hay un ejemplo más para ilustrar este patrón: 
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Otro ejemplo relacionado con estrategias didácticas: 
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Se trata de uno de los patrones de prompting más usados. Los LLM pueden comprender y 

seguir las instrucciones dadas por las personas usuarias, realizar tareas o proporcionar 

información basada en las instrucciones. El patrón de seguimiento de instrucciones consiste 

en proporcionar indicaciones o comandos específicos y el LLM responderá realizando dicha 

tarea. 

Ejemplo: 

 

 

 

 

 

 

 

Seguimiento 
de 
instrucciones 

Fuentes: OpenAI; Saravia 
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El patrón de seguimiento de instrucciones se puede utilizar para una amplia gama de tareas, 

como organizar información, sugerir acciones o proporcionar orientación paso a paso. 

Aprovecha la capacidad del modelo de lenguaje para comprender y ejecutar instrucciones 

específicas. 

Muchos de los patrones presentados en este documento se basan en esta función de 

seguimiento de instrucciones. 

Aquí hay algunos ejemplos más para ilustrar el patrón de seguimiento de instrucciones: 

Generación de notas periodísticas: 
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Escritura de guiones: 
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Seguimiento de instrucciones 

 

Por razones de espacio, en los siguientes ejemplos sólo se mostrarán algunos posibles 

prompts, sin el output completo (sólo dejamos las primeras líneas).  

Redacción de textos académicos: 

Ensayos: 
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Marco teórico: 

 

 

Reporte de lectura: 
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Estado del arte: 

Aunque es posible hacer una petición de esta naturaleza, lo más probable es que el LLM 

invente la mayoría de las referencias, por lo que se sugiere no utilizar nunca este método 

para la generación de un estado del arte. 

 

 

Generación de definiciones conceptuales: 
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Otra aplicación de los LLM bajo este patrón tiene que ver con el aprendizaje de idiomas: 
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Es oportuno señalar que al momento de escribir este trabajo, Bard (de Google) contaba 

además con la opción de generar una salida en voz alta, a partir del texto generado. En el 

caso de los idiomas extranjeros, solo se debe tener cuidado de interactuar en el idioma que 

se esté estudiando (y no en el propio), para que el sintetizador de voz haga una pronunciación 

correcta de las palabras. 

En todo caso, los LLM tienen el potencial de brindar una guía útil sobre aspectos gramaticales 

que son fundamentales en el estudio de una lengua. 

Por otro lado, este patrón de instrucciones es también de utilidad como apoyo en la 

preparación de presentaciones: 
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Limitaciones: 

Todos los LLM están restringidos a sus datos de entrenamiento, por lo que no pueden 

recuperar nueva información por sí mismos. No pueden obtener datos de una base de 

datos externa o de un sitio web. 

Todos los textos generados por los LLM deben ser verificados y validados. Estas 

herramientas son sumamente proclives a producir ideas que no necesariamente son 

verídicas o coincidentes con la realidad. Esto incluye la generación de citas y referencias, 

así como cualquier definición conceptual. 

PRECAUCIÓN: algunos LLM, como ChatGPT, proporcionarán cálculos matemáticos 

incorrectos. No debe ser usado para este propósito. 
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Contexto conversacional 

 

 

 

 

 

 

 

 

 

 

Los LLM pueden mantener y referirse al contexto de una conversación, incorporando 

intercambios previos en sus respuestas para brindar respuestas más coherentes y relevantes. 

El patrón de contexto conversacional en LLM implica recordar y referirse al contexto de 

una conversación a lo largo de su curso. Permite a los LLM incorporar intercambios previos 

y utilizar esa información para brindar respuestas más coherentes y relevantes. 

En una conversación, LLM realiza un seguimiento del historial de diálogo, incluidos los 

prompts y las respuestas del sistema. Esto le permite comprender la conversación en curso y 

generar respuestas que tengan en cuenta el contexto establecido por las interacciones 

anteriores. 

Ejemplo: 

 

 

 

 

 

Contexto 
conversacional 

Fuentes: OpenAI; Saravia 
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Contexto conversacional 

 

En el ejemplo anterior, el sistema es capaz de recordar que se está hablando de Greimas, y 

brindar por lo tanto una respuesta adecuada. 

El patrón de contexto de conversación permite que ChatGPT brinde conversaciones más 

atractivas y continuas. Permite un flujo más natural donde ChatGPT puede recordar y 

referirse a partes anteriores de la conversación, manteniendo un sentido de continuidad. 

ChatGPT reconoce y se basa en ese contexto, generando una respuesta coherente y 

contextualmente apropiada. 
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Esto también se conoce como "patrón de personalidad basado en el carácter". El patrón de 

persona implica proporcionar una descripción de persona o personaje al LLM, que luego 

puede usar para generar respuestas de manera consistente con esa persona. Es una técnica 

utilizada en LLM para generar texto que sea consistente con la personalidad de un personaje 

en particular. Esto permite conversaciones más atractivas y específicas del contexto. 

Los LLMs están entrenados en un conjunto de datos de texto que describe diferentes 

personajes, como "Hamlet de Shakespeare" o "Yoda de Star Wars". Este conjunto de datos 

incluye información sobre la personalidad, los objetivos, las motivaciones y la historia de 

fondo del personaje. Cuando se le pide al sistema que actúe como un personaje, primero 

determina la personalidad del personaje y sus expresiones características y con esta base 

genera la respuesta al prompt. 

Ejemplo: 

 

 

 

Patrón de 
persona 

Fuentes: OpenAI; Saravia; White; White, Fu, Hays, 
Sandborn, Olea, Gilbert, Elnashar, Spencer-Smith & 
Schmidt 
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Patrón de persona 
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Patrón de persona 

Otro ejemplo: 
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Patrón de persona 

Otra forma de emplear este patrón es establecer el rol desde el cual deseamos que se genera 

una respuesta: 
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Patrón de persona 

 

 

 

 

 

 

 

Es importante considerar que este patrón viene con algunas limitaciones éticas. Por ejemplo, 

no es posible pedirle al LLM que hable como un racista o un nazi. Sin embargo, puede 

proporcionar una salida que imite personajes ficticios: 
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Patrón de persona 

 

Una aplicación más de este patrón ocurre cuando le pedimos al LLM que nos responda como 

si fuese un tutor o asesor académico, como en el siguiente ejemplo: 
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Patrón de persona 
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Patrón de audiencia 

 

 

 

 

 

 

 

 

 

 

Como modelo de lenguaje de IA, los LLM no tienen conocimiento directo de las personas 

con las que interactúa. Procesa y genera respuestas basadas en la entrada que recibe, sin tener 

un conocimiento específico de quién está haciendo la pregunta o el prompt. 

Sin embargo, los LLM están diseñados para ser un agente de conversación versátil y, a 

menudo, se utilizan para interactuar con una amplia gama de usuarios, incluidas personas de 

diferentes orígenes y con diferentes niveles de experiencia. Su objetivo es proporcionar 

respuestas útiles e informativas que sean generalmente aplicables al tema dado. 

Al interactuar con un LLM, es importante proporcionar información o contexto claro y 

específico para garantizar la respuesta más precisa y relevante. Puede pedir a los LLM que 

generen una respuesta, con una audiencia específica en mente. Esto se conoce como patrón 

de audiencia. 

A continuación, un par de ejemplos: 

 

 

 

Patrón de 
audiencia 

Fuente: OpenAI 
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Patrón de audiencia 
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Patrón de audiencia 
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Patrón de refinado de preguntas 

 

 

 

 

 

 

 

 

 

 

El patrón de refinamiento de preguntas es una técnica utilizada en LLM para manejar 

casos en los que la pregunta o consulta inicial de un usuario es ambigua, poco clara o carece 

de información suficiente. Podemos pedirle a un LLM que sugiera un mensaje mejor que 

resuelva nuestra consulta. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 De ahora en adelante, cada vez que haga una pregunta (o una petición), sugiere una 

mejor versión de la pregunta (o petición) para usar en su lugar. 

 (Opcional) Pregúntame si me gustaría usar la mejor versión en su lugar. 

Ejemplo: 

 

 

 

 

Fuentes: OpenAI; Schmidt, Spencer-Smith, Fu & White; 
White, Fu, Hays, Sandborn, Olea, Gilbert, Elnashar, 
Spencer-Smith & Schmidt; White 

Patrón de 
refinado de 
preguntas 
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Patrón de refinado de preguntas 
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Patrón de verificación cognitiva 

 

 

 

 

 

 

 

 

 

 

El patrón de verificación cognitiva es de ayuda para la delimitación de una petición 

específica. A través de preguntas adicionales, ayuda a precisar el texto de salida.  

Consta de tres enunciados: 

1. Cuando le hagan una pregunta o solicitud, sige estas reglas: 

Esta declaración sugiere que un LLM debe seguir las instrucciones o pautas posteriores 

cuando se encuentra con una pregunta. Estas reglas pueden proporcionar un marco sobre 

cómo un LLM debe abordar la respuesta a las preguntas para mejorar la precisión. 

2. Genera una serie de preguntas adicionales que ayudarían a responder con mayor precisión 

a la pregunta: 

Esta declaración le indica al LLM que genere preguntas adicionales relacionadas con la 

pregunta original. El objetivo es dividir la pregunta principal en preguntas subordinadas o 

recopilar información más específica que pueda contribuir a una respuesta más precisa y 

completa. 

 

Fuentes: OpenAI; Schmidt, Spencer-Smith, Fu & White; 
White, Fu, Hays, Sandborn, Olea, Gilbert, Elnashar, 
Spencer-Smith & Schmidt; White 

Patrón de 
verificación  
cognitiva 
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Patrón de verificación cognitiva 

C. Combina las respuestas a las preguntas individuales para producir la respuesta final a la 

pregunta general: 

Esta declaración sugiere que el LLM debe considerar las respuestas generadas para las 

preguntas adicionales y sintetizarlas para producir una respuesta final a la pregunta original. 

Al combinar la información obtenida de las subpreguntas, los LLM pueden proporcionar 

una respuesta más completa y precisa. 

Ejemplo del Patrón Verificador Cognitivo: 
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Patrón de verificación cognitiva 

 

Segundo ejemplo: Rúbrica de evaluación 
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Patrón de verificación cognitiva 
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Patrón de verificación cognitiva 
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Patrón de interacción invertida 

 

 

 

 

 

 

 

 

 

El patrón de interacción invertida presenta un enfoque en el que el LLM asume el papel 

del interrogador, en lugar de generar únicamente resultados. El sistema nos hace preguntas, 

en lugar de que limitarse a responder. Al aprovechar su conocimiento existente, el LLM se 

vuelve capaz de extraer información de los usuarios de una manera más eficiente. En lugar 

de depender de los usuarios para dirigir la conversación, este patrón tiene como objetivo 

revertir el flujo de interacción, lo que permite que el LLM plantee preguntas específicas que 

faciliten el logro de un objetivo deseado.  

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Me gustaría que me hicieras preguntas para lograr X 

 Debes hacer preguntas hasta que se cumpla la condición Y o para lograr este objetivo 

(alternativamente, para siempre) 

 (Opcional) Hazme las preguntas de una en una, de dos en dos, hazme la primera 

pregunta, etc. 

Deberá reemplazar "X" con un objetivo apropiado, como "crear una sesión para una clase" o 

"crear variaciones de mis recetas". Debe especificar cuándo dejar de hacer preguntas con Y. 

Ejemplo: 

Fuentes: OpenAI; Saravia; Velmajala; White, Fu, Hays, 
Sandborn, Olea, Gilbert, Elnashar, Spencer-Smith & 
Schmidt; White 

Patrón de 
interacción 
invertida 
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Patrón de interacción invertida 
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Patrón de interacción invertida 

 

Veamos un Segundo ejemplo en el que usamos este patrón para diseñar una práctica de 

fotografía: 
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Patrón de interacción invertida 
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Patrón de interacción invertida 

 

En este punto detenemos las preguntas 
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Patrón de interacción invertida 
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Patrón de pocos ejemplos 

 

 

 

 

 

 

 

 

 

El patrón de aprendizaje de pocos ejemplos es un enfoque poderoso que permite que los 

modelos de aprendizaje automático hagan predicciones precisas incluso cuando se les 

proporciona solo una cantidad limitada de ejemplos de entrenamiento. 

A diferencia de las técnicas de ajuste fino tradicionales que requieren una cantidad sustancial 

de datos de entrenamiento, el aprendizaje de pocos disparos implica entrenar un modelo de 

lenguaje con un conjunto mínimo de ejemplos para guiar sus predicciones. Durante la 

inferencia, el modelo puede aprovechar de manera efectiva esta práctica de patrones, 

basándose en algunos ejemplos para informar su proceso de toma de decisiones. 

Ejemplo: 

Fuentes: OpenAI; Saravia; Schmid; White, Fu, Hays, 
Sandborn, Olea, Gilbert, Elnashar, Spencer-Smith & 
Schmidt; White 

Patrón de 
pocos 
ejemplos 
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Patrón de pocos ejemplos 

 

Este patrón permite evaluar diferentes tipos de declaraciones, que se pueden aplicar en un 

Análisis de Contenido, como podemos ver en el ejemplo de la página siguiente. 
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Patrón de pocos ejemplos 

 

Es importante notar que la mayor parte de los LLMs son capaces de captar el sentido de lo 

que queramos decir, aunque cometamos algún error de dedo, como ocurre en el penúltimo 

patrón en el ejemplo anterior (dice “Hegamónica”, en lugar de “Hegemónica”). 
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Cadena de pensamiento 

 

 

 

 

 

 

 

 

 

Chain of Thought (CoT) es una técnica que fomenta la capacidad del LLM para hacer 

transparente el proceso en la generación de una respuesta o salida. Diseñado para abordar 

desafíos multifacéticos que involucran múltiples pasos y razonamiento lógico, el CoT resulta 

particularmente efectivo en razonamientos de sentido común. 

Al guiar el modelo a través de una secuencia de pasos intermedios, permite la formulación 

de soluciones integrales para problemas complejos. Además, el CoT se puede integrar a la 

perfección con el patrón de pocos ejemplos, lo que aumenta su eficacia para abordar tareas 

complejas que exigen capacidades de razonamiento avanzadas antes de generar una 

respuesta. 

Enseguida se presenta un ejemplo: 

 

 

 

Fuentes: OpenAI; Saravia, Wei, Wang, Schuurmans, Bosma, 
Xia, Chi, Le & Zhou; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 

Cadena de 
pensamiento 
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Cadena de pensamiento 
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Patrón de juego 

 

 

 

 

 

 

 

 

 

El propósito de este patrón es establecer un "juego" inmersivo basado en un tema elegido. El 

juego gira en torno a un tema en particular, con el LLM como guía. 

Este patrón resulta muy eficaz cuando las reglas del juego son relativamente concisas, 

mientras que el contenido del juego abarca una gama más amplia. Los usuarios pueden definir 

un conjunto limitado de reglas, lo que permite que el LLM genere automáticamente 

contenido extenso para el juego. 

Al emplear este enfoque, el LLM puede producir escenarios o plantear preguntas 

relacionadas con temas específicos, desafiando así a los usuarios a aplicar sus habilidades de 

resolución de problemas u otras habilidades relevantes para completar con éxito las tareas 

asociadas con el escenario dado. 

Para usar este patrón, su indicador debe hacer las siguientes declaraciones contextuales 

básicas: 

 Crea un juego para mí alrededor de X o vamos a jugar un juego X 

 Una o más reglas fundamentales del juego. 

 

Ejemplo: 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 

Patrón de 
juego 
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Patrón de juego 
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Patrón de juego 
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Patrón de plantilla 

 

 

 

 

 

 

 

 

El patrón de plantilla tiene el propósito de garantizar que la salida generada por el LLM se 

ajuste a una estructura específica y predefinida. Resulta particularmente valioso cuando las 

personas usuarias requieren que el LLM genere contenido que siga una plantilla precisa. Este 

patrón permite a los usuarios instruir al LLM para producir resultados en un formato que se 

desvía de su estilo o estructura habitual, adaptado al tipo particular de contenido que se 

genera. 

Este patrón es particularmente útil para generar cuestionarios a partir de texto sin procesar. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Voy a proporcionar una plantilla para su salida. 

 X es mi marcador de posición para el contenido 

 Intente encajar la salida en uno o más de los marcadores de posición que enumero 

 Conserve el formato y la plantilla general que proporciono. 

 Esta es la plantilla: PATRÓN con MARCADORES DE POSICIÓN 

Deberá reemplazar "X" con un marcador de posición adecuado, como "PALABRAS EN 

MAYÚSCULAS" o "<MARCADOR DE POSICIÓN>". Luego deberá especificar un patrón 

para completar, como "Estimado <NOMBRE COMPLETO>" o "NOMBRE, TÍTULO, 

EMPRESA". 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 
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Patrón de plantilla 

La primera declaración indica al LLM que siga una plantilla específica para su salida. Esta 

plantilla se usará para intentar forzar las respuestas de los LLM en una estructura consistente 

con las necesidades de formato del usuario, lo cual es útil cuando el LLM no conoce el 

formato de destino. Si el LLM ya tiene conocimiento del formato, como un tipo de archivo 

específico, el patrón de plantilla se puede omitir y el usuario puede simplemente especificar 

el formato conocido. Sin embargo, puede haber casos en los que exista una gran variación en 

la forma en que se pueden representar los datos dentro de un formato. En tales casos, una 

plantilla ayuda a garantizar que la representación dentro del formato de destino cumpla con 

las restricciones adicionales del usuario. 

La segunda declaración hace que el LLM sepa que la plantilla contiene un conjunto de 

marcadores de posición. Estos marcadores de posición permiten a los usuarios explicar cómo 

se debe insertar la salida en la plantilla. También permiten al usuario apuntar dónde debe 

insertarse la información semánticamente. Los marcadores de posición pueden usar formatos 

(p. ej., NOMBRE) que permiten a un LLM inferir el significado semántico y determinar 

dónde debe insertarse la salida (p. ej., insertar el nombre de la persona en el marcador de 

posición NOMBRE). Además, mediante el uso de marcadores de posición, los usuarios 

pueden indicar lo que no se necesita en la salida, por ejemplo, si no existe un marcador de 

posición para un componente de la salida generada, ese componente se puede omitir. 

Idealmente, los marcadores de posición deberían usar un formato (p. ej., todo en mayúsculas 

o encerrado entre corchetes) comúnmente empleado en el texto en el que se capacitó al LLM. 

Las declaraciones tercera y cuarta intentan restringir el LLM para que no reescriba 

arbitrariamente la plantilla ni intente modificarla para que se puedan insertar todos los 

componentes de salida. Sin embargo, estas declaraciones pueden no impedir que un LLM 

genere texto adicional generado antes o después. En la práctica, los LLM generalmente 

seguirán la plantilla, pero puede ser difícil eliminar el texto adicional que se genera más allá 

de la plantilla sin más experimentación con la redacción del mensaje. 

Finalmente, la quinta declaración proporciona la plantilla real para generar el texto. 

Ejemplo: 
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Patrón de plantilla 

 

En este punto, podría ser cualquier cuerpo de datos. En este caso, pegamos un fragmento del 

artículo de Wikipedia sobre Pierre Bourdieu, a partir del cual el LLM generará 

automáticamente un cuestionario de cinco preguntas: 
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Patrón de plantilla 
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Patrón de plantilla 

 

Este es el cuestionario generado por el LLM: 
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Patrón de plantilla 
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Patrón de receta 

 

 

 

 

 

 

 

 

El patrón de receta está diseñado para guiar la generación de una secuencia paso a paso. Su 

objetivo es producir un conjunto de instrucciones considerando ciertos "ingredientes" que 

deben organizarse en un orden específico para lograr un objetivo deseado. 

Muchas personas usuarias confían en un LLM para analizar una secuencia específica de pasos 

o procedimientos que conduzcan al resultado deseado. Por lo general, tienen una 

comprensión general o una idea de cuál debería ser el objetivo final y qué componentes o 

"ingredientes" se requieren para esa tarea. Sin embargo, es posible que no posean el 

conocimiento exacto de cómo organizar estos pasos en el orden más efectivo u óptimo para 

lograr el resultado deseado. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Me gustaría lograr X 

 Sé que necesito realizar los pasos A,B,C 

 Proporcionar una secuencia completa de pasos para mí 

 Complete los pasos faltantes 

 (Opcional) Identifique los pasos innecesarios 

 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 
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Patrón de receta 

Deberá reemplazar "X" con una tarea adecuada. Luego deberá especificar los pasos A, B, C 

que sabe que deben ser parte de la receta/plan completo. 

Ejemplo: 
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Patrón de receta 
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Patrón de acercamientos alternativos 

 

 

 

 

 

 

 

 

El propósito del patrón de enfoques alternativos es proporcionar a las personas usuarias 

una gama de opciones para completar una tarea, alentándolos así a explorar diferentes 

métodos en lugar de confiar únicamente en enfoques ya conocidos. Al ofrecer estas 

alternativas, el LLM motiva a reflexionar sobre sus acciones y evaluar si el enfoque elegido 

es la forma más efectiva de lograr su objetivo. 

Además, la presentación de enfoques alternativos puede educar e informar a sobre diferentes 

conceptos relacionados con la tarea, lo que les permite ampliar sus conocimientos y 

considerar nuevas posibilidades para proyectos futuros. 

Los seres humanos a menudo son víctimas de sesgos cognitivos, lo que puede llevarlos a 

favorecer un enfoque específico para la resolución de problemas, incluso cuando puede que 

no sea la opción más adecuada u óptima. Además, es posible que las personas desconozcan 

los enfoques alternativos que existen más allá de sus experiencias previas. La motivación 

subyacente detrás del patrón de enfoques alternativos es garantizar que los usuarios sean 

conscientes de las diferentes opciones, permitiéndoles seleccionar el enfoque más apropiado 

al superar sus sesgos cognitivos. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Si hay formas alternativas de realizar una tarea X que le doy, enumere los mejores 

enfoques alternativos. 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 
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Patrón de acercamientos alternativos 

 (Opcional) compare/contraste los pros y los contras de cada enfoque. 

 (Opcional) incluya la forma original en que lo pedí . 

 (Opcional) indíqueme qué enfoque me gustaría usar. 

Deberá reemplazar "X" con una tarea adecuada. 

Ejemplo: 
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Patrón de acercamientos alternativos 

 

Segundo ejemplo: 
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Patrón de acercamientos alternativos 
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Patrón de acercamientos alternativos 

 

Tercer ejemplo: 
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Patrón de acercamientos alternativos 
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Patrón de expansión de esquemas 

 

 

 

 

 

 

 

 

Este patrón ayuda a generar contenido completo y bien estructurado, lo que lo hace muy útil 

para tareas como escribir informes, artículos o trabajos de investigación. 

El patrón de expansión del esquema es una técnica comúnmente utilizada en LLM para 

generar respuestas coherentes y estructuradas. Implica organizar el texto generado en forma 

de esquema, asemejándose a una estructura jerárquica. El propósito de este patrón es mejorar 

la claridad y la organización del contenido generado, haciéndolo más fácil de seguir y 

comprender para los lectores. 

Al aplicar el patrón de expansión del esquema , la respuesta generada se divide en secciones 

o subtítulos, cada uno de los cuales representa un aspecto específico o una idea relacionada 

con el mensaje o la consulta dada. Estos subtítulos generalmente se presentan con viñetas, 

números u otros indicadores, según el estilo de formato utilizado. Las secciones están 

organizadas jerárquicamente, con encabezados de nivel superior que representan temas más 

amplios y encabezados de nivel inferior que profundizan en detalles más específicos. 

Al adoptar este formato estructurado, el patrón de expansión del esquema ayuda a abordar el 

problema de los bloques de texto largos e ininterrumpidos que a veces pueden surgir en las 

respuestas generadas por LLM. Este patrón proporciona una clara separación visual de 

diferentes ideas o argumentos, lo que permite a las personas usuarias navegar fácilmente por 

el contenido y localizar la información que les interesa. 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 
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Patrón de expansión de esquemas 

Además, la organización jerárquica facilita el flujo lógico del texto generado. Permite a los 

LLM presentar una respuesta coherente y organizada al establecer relaciones entre diferentes 

secciones y subtítulos. Los encabezados de nivel superior a menudo sirven como 

declaraciones introductorias o resúmenes, mientras que los encabezados de nivel inferior 

elaboran puntos específicos o brindan evidencia de apoyo. 

El patrón de expansión del esquema puede ser particularmente útil en escenarios en los que 

la respuesta generada debe abordar múltiples facetas de un tema o proporcionar un análisis 

integral. Al dividir el contenido en distintas secciones, el LLM puede explorar varias 

dimensiones del mensaje dado, lo que garantiza un resultado más completo y estructurado. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Actúa como un expansor de esquemas. 

 Genera un esquema de viñetas basado en la entrada que te daré y luego pregúnteme 

qué viñeta debe ampliar. 

 Crea un nuevo esquema para la viñeta que yo te indique. 

 Al final, pregúntame qué viñeta expandir a continuación. 

 Pregúntame qué esquema debo generar 

Ejemplo: 
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Patrón de expansión de esquemas 

 

No es necesario teclear toda la viñeta completa, basta con indicarlo de la siguiente manera: 
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Patrón de expansión de esquemas 

 

Y de esta forma es posible seguir hasta agotar el esquema inicialmente propuesto por el LLM, 

profundizando en cada punto tanto como sea necesario. 



83 
 

Patrón de listas de verificación de hechos 

 

 

 

 

 

 

 

 

 

Los LLMs han sido diseñados para generar respuestas de texto, con base en el conjunto de 

datos con que han sido entrenados. Por limitaciones en este conjunto de datos, con mucha 

frecuencia, esto puede dar lugar a alucinaciones,1 es decir, respuestas que no tienen relación 

con dichos datos y que suelen contener datos erróneos, imprecisos o que no son ciertos. 

El patrón de lista de verificación de hechos es una técnica utilizada en los LLM para mejorar 

la precisión y confiabilidad de las respuestas generadas mediante la incorporación de un 

proceso de verificación de hechos. Implica crear una lista de verificación de hechos conocidos 

o declaraciones relacionadas con un dominio específico y verificar el resultado generado con 

esta lista de verificación. 

Aquí hay una explicación del flujo de trabajo del patrón de lista de verificación de hechos: 

1. Conocimiento del dominio: para crear una lista de verificación de hechos efectiva, el 

conocimiento específico del dominio es esencial para el LLM. Implica recopilar información 

relevante sobre el dominio o tema específico para el que el modelo de lenguaje generará 

respuestas. Este conocimiento puede provenir de bases de datos existentes, fuentes confiables 

o aportes de expertos. 

 
1 En este enlace se brinda una explicación más amplia de los factores que inciden en las alucinaciones de los 
LLM: https://ts2.space/en/why-does-chatgpt-hallucinate-a-technical-explanation/ 

Fuentes: OpenAI; White, Fu, Hays, Sandborn, Olea, 
Gilbert, Elnashar, Spencer-Smith & Schmidt; White 
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Patrón de listas de verificación de hechos 

2. Creación de listas de verificación: en función del conocimiento del dominio recopilado, se 

crea una lista de verificación de declaraciones fácticas o hechos comúnmente conocidos. Estas 

declaraciones deben cubrir varios aspectos del tema y pueden incluir estadísticas clave, 

eventos históricos, principios científicos, definiciones o cualquier otra información relevante 

que se considere fáctica y verificable. 

3. Verificación de hechos: durante la generación de respuestas, el modelo de lenguaje genera 

una salida candidata. Luego, el proceso de verificación de hechos implica verificar el resultado 

generado con la lista de verificación de declaraciones fácticas. Cada afirmación de la lista de 

verificación se examina para determinar si el texto generado la aborda con precisión o la 

contradice. 

4. Marcado de imprecisiones: si se encuentran discrepancias o imprecisiones entre el resultado 

generado y la lista de verificación de hechos, se identifican y marcan. Esto podría implicar 

marcar las declaraciones específicas que se contradicen o resaltar las secciones del texto 

generado que contienen información engañosa o incorrecta. 

5. Corrección o rechazo: en función de las inexactitudes señaladas, se pueden tomar las 

medidas adecuadas. En algunos casos, la respuesta generada se puede corregir modificando 

las declaraciones inexactas para alinearlas con los hechos conocidos. Alternativamente, si las 

imprecisiones son graves o la salida generada no se puede recuperar, la respuesta puede 

rechazarse por completo. 

6. Mejora iterativa: el patrón de lista de verificación de hechos es un proceso iterativo que 

implica refinar continuamente la lista de verificación en función de nueva información y 

comentarios. A medida que surgen nuevos hechos o se actualiza la información existente, la 

lista de verificación se revisa para mantener su precisión y relevancia. 

Al incorporar el patrón de lista de verificación de hechos en los LLM, los modelos pueden 

proporcionar respuestas más confiables al reducir la probabilidad de generar información falsa 

o engañosa. Ayuda a mejorar la confiabilidad y la credibilidad del contenido generado, 

especialmente en dominios donde la precisión de los hechos es crucial, como los informes de 

noticias, la investigación científica o el análisis histórico. 
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Patrón de listas de verificación de hechos 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

 Pregunta por una salida específica. 

 Genere un conjunto de hechos que están contenidos en la salida. 

 El conjunto de hechos debe insertarse en POSICIÓN en la salida. 

 El conjunto de hechos debe ser los hechos fundamentales que podrían menoscabar la 

veracidad de la salida si alguno de ellos es incorrecto 

Deberá reemplazar POSICIÓN con un lugar apropiado para colocar los hechos, como "al final 

de la salida". 

Ejemplo: 
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Patrón de listas de verificación de hechos 

 

Una vez presentado el listado de hechos, el sistema procede a su verificación: 
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Patrón de listas de verificación de hechos 

 

 

En este caso, fue capaz de identificar un error en la respuesta inicial. Según la Wikipedia,2 

efectivamente, la Escuela de Frankfurt fue fundada en 1923: 

 

Es muy importante reiterar que, a pesar de este patrón de verificación de hechos, toda 

respuesta que sea obtenida a través de un LLM, debe ser siempre confrontada con 

fuentes confiables, para ser validada. 

 
2 URL del artículo: https://en.wikipedia.org/wiki/Frankfurt_School 
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Patrón de filtrado semántico 

 

 

 

 

 

 

 

 

Este patrón es de utilidad cuando, dentro de un conjunto de datos, necesitamos eliminar alguna 

clase específica de información. 

Para usar este patrón, su mensaje debe hacer las siguientes declaraciones contextuales 

fundamentales: 

Filtra esta información para eliminar X 

Ejemplo: 

 

Como conjunto de datos utilizamos un fragmento del artículo de Wikipedia sobre Estudios 

Culturales: 

 

Fuentes: White, Fu, Hays, Sandborn, Olea, Gilbert, 
Elnashar, Spencer-Smith & Schmidt; White 

Patrón de 
filtrado 
semántico 
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Patrón de filtrado semántico 
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Cierre 

Cierre 

Los patrones de prompting y los ejemplos presentados en esta obra, son solo una 

muestra del potencial que tienen ChatGPT, Bard y otros LLM para ser usados en los 

espacios educativos. A principios de 2023, la UNESCO publicó un documento en el 

que aborda este asunto, pero sin señalar cómo desarrollar ni escribir los prompts que 

permitían realizar las acciones que acá hemos detallado. 

Sabemos que este documento puede tener una utilidad acotada a los cambios que se 

produzcan alrededor de los LLM. Nuevas versiones pueden volver inoperantes u 

obsoletos algunos de los ejemplos y patrones aquí descritos. Otras nuevas 

posibilidades pueden surgir, que hoy no imaginamos. Sin embargo, estamos 

convencidos de que era urgente comenzar a explorar y a construir competencias sobre 

el uso de este tipo de tecnologías. En el futuro inmediato, la habilidad para escribir 

prompts eficaces y útiles será fundamental para el ejercicio profesional en cualquier 

área. 

Mucho se ha dicho que la IA tendrá un impacto social y laboral muy importante. Así 

ha sucedido con otras innovaciones tecnológicas en el pasado. Sin perder de vista lo 

que esto significará para quienes  puedan tener alguna afectación en este sentido (así 

como todas las implicaciones sociales que se deriven de este escenario), al mismo 

tiempo, se trata de desarrollos que realmente pueden ayudarnos a realizar nuestro 

trabajo de forma más rápida, y a automatizar tareas que suelen implicar labores más 

bien repetitivas y no siempre del todo creativas. 

Las respuestas que los LLM son capaces de generar, son el resultado del quehacer 

humano. Se trata de dispositivos sociotécnicos que se apoyan en la cultura, en el más 

amplio de sus sentidos. Su proceso de entrenamiento pasa por una gran cantidad de 

decisiones que no tienen nada de natural ni automático. Hay múltiples encuadres 

involucrados, desde los que están presentes en el corpus de datos, hasta su selección 

y los que se ejercen durante los procedimientos de entrenamiento y ajuste de los 

algoritmos involucrados. No debemos perder esto de vista y desde un sentido crítico 

cuestionar siempre las respuestas que recibimos a nuestros prompts. 
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